MCMC (Markov Chain Monte Carlo)

Au début des années 50, les physiciens de mécanique statistique du monde entier
s’emparent de la méthode de Monte Carlo pour résoudre leur équation différentielle
préférée. Ils vont cependant vite se rendre compte de certaines de ses limites. Méme en
utilisant des améliorations de Von Neumann, la méthode n’est pas suffisamment précise.
De fagon générale la précision augmente en racine carrée par rapport a la taille de
’échantillon. Cela veut dire que pour augmenter d’un dixieme la précision, il faut
multiplier par 100 la taille de I’échantillon. Nick Metropolis se penche sur la question. Il
voit la problématique ainsi: le phénomeéne physique étudié peut se décrire au moyen
d’un graphe composé d’'un nombre faramineux de nceuds. On passe d’'un nceud a un
autre via un arc du graphe avec une certaine probabilité. Quelle que soit le nceud de
départ, le systéme évolue toujours (avec probabilité 1) vers une méme distribution de
neceuds 7 appelée distribution stationnaire. En termes mathématiques, ce type
d’évolution s’appelle une marche aléatoire ou chaine de Markov (CM). La méthode de
Monte Carlo modélise donc la dynamique du phénomeéne étudié sous forme de CM et
calcule statistiquement un échantillon de la distribution stationnaire associée m (dont on
déduit le résultat combinatoire cherché, par exemple la proportion de parties gagnées
dans un jeu de réussite). L'idée géniale de Nick Metropolis est d'utiliser, pour
échantillonner =, non pas la CM originale, mais une CM différente de méme distribution
stationnaire 7. L'intérét de construire une autre CM est de lui conférer de bonnes
propriétés : celles qui induisent une convergence accélérée vers m et 'obtention d’'une
meilleure précision par échantillonnage. C’est la méthode MCMC (Markov Chain Monte
Carlo).

L’algorithme de Metropolis

Mais comment construire cette chaine de Markov Q de distribution stationnaire 7 et
dotée de bonnes propriétés. Et, d’abord, de quelles propriétés s’agit-il ? La chaine Q doit
étre

- irréductible : quelle que soit la configuration de départ, on doit pouvoir visiter
n'importe quelle configuration du graphe avec une probabilité non nulle.

- apériodique : 'exploration aléatoire du graphe ne doit jamais piéger le marcheur
dans une boucle de configurations.

Ces propriétés garantissent I'existence d’une distribution stationnaire unique.!
Comment assurer maintenant que cette distribution coincide avec . Il suffit pour cela

W7 )

que Q remplisse la condition de réversibilité (ou “équilibre détaillé”) suivante :

a(0)q(i—j)= a(j)al—1)

1 Comme observé dans [1,3], ces deux concepts apparaissent souvent dans notre vie : par exemple, quand
nous cherchons de I'information sur la Toile, on suit typiquement une série de liens. Les pages webs et les
liens, correspondent respectivement aux nceuds et arcs d'un graphe de CM. En tant que surfeur (ou

« marcheur aléatoire »), on ne veut pas rester coincé indéfiniment dans un cycle de liens (« apériodicité »)
et on veut pouvoir a tout moment atteindre n’'importe quel nceud du graphe (« irréductibilité »).
L’algorithme de PageRank [4] utilisé par le moteur de recherche de Google rajoute un peu de « bruit »
pour prévenir un bouclage du surfeur. Ce bruit se rajoute a la matrice de transition des pages entre elles,
dont le coefficient (i) est égal au nombre (normalisé) de liens de la page i a la page j. La distribution
invariante, n(7), correspond ici au rank de la page i .



ou q(i—j) désigne la probabilité de passer de la configuration i a j via Q, et #(i) est la
valeur de wen i (appelée aussi « densité de probabilité stationnaire » en 7). La, on dirait
que ¢a se mord la queue : pour calculer q(i—j) et q(j—i), on doit connaitre n(i) et a(j),
qui est ce qu'on cherche. Le truc, c’est qu'on connait souvent n(i) a une constante
multiplicative pres (appelée « facteur de normalisation », une quantité énorme et, elle,
inconnue). La densité de probabilité stationnaire non normalisée, notée h, est donc
connue, ainsi que le rapport n(i) /7 (j) (égal a h(i)/h(j)). Pour Q, Metropolis abat alors son
jeu gagnant : il propose une chaine allant de i a j avec un taux d’acceptation égal a

min(1, h(j)/h(i)). En d’autres termes, étant donnée une configuration i,
- on passe en javec probabilité 1, si h(j)/h(i) = 1
- on passe en j avec probabilité h(j)/h(i), et on reste en i avec

probabilité (1 - h(j)/h(j)), si h(j)/h(i) < 1.

Il est facile de voir qu’une telle chaine Q est irréductible, apériodique et réversible.
Brelan d’as !

De fait, encore aujourd’hui, les techniques MCMC sont les seules a résoudre des
problémes d’intégration et d’optimisation dans des espaces de grande dimension. Ces
problémes jouent un role fondamental en apprentissage, physique, statistique, économie
et prise de décision [1]. Par exemple, dans un probléme d’inférence Bayésienne, étant
données des variables inconnues x dans X et des données y dans Y, il est fondamental de
calculer le facteur de normalisation

= [ plx' = viplyds 2

Ce probléme est analogue au probleme de calcul de la fonction de partition Z de
physique statistique pour lequel Metropolis a précisément inventé son algorithme ! C’est
bien sir facile de voir le lien aujourd’hui, mais les statisticiens mettront 35 ans a s’en
apercevoir [2]. Vive I'interdisciplinarité !

REFERENCES
[1] C. Andrieu, N. De Freitas & M. I. Jordan. “An introduction to MCMC for machine
learning”. Machine Learning 50, 2003.

[2] C. Robert & G. Casella. “A short history of Markov Chain Monte Carlo: Subjective
recollections from incomplete data”. Handbook of Markov Chain Monte Carlo, chapter 2,
2011.

[3] S. Abiteboul. “Le surfeur d’argent”. Lecon du College de France, 2012.

[4] L. Page, S. Brin, R. Motwani & T. Winograd. “The PageRank citation ranking : Bringing
order to the Web”. Stanford Digital Libraries. Working Paper, 1998.

2 Le théoréme de Bayes peut s’écrire en effet : p(y—x)=p(x—y)p(x)/F ol p(x—y) désigne la probabilité a
posteriori, p(x) 1a probabilité a priori et p(x—y) la fonction de vraisemblance.



